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Ⅰ. 서 론

통신기술은빠른속도로발전하고있으며, 통신기

기의종류는더욱다양해지면서수요가증가하고있다.

이러한흐름은무선서비스품질에대한요구사항을더

욱 높여놓고 있다.

이러한상황속에서한정된무선채널자원을효율적

으로분배하는것은중요한과제중하나이다. 다양한

통신기기와사용자들로인해무선채널은급격히혼잡

해지고있으며, 이로인해통신간충돌과성능저하의

문제가 대두되고 있다.

기존의연구중에서는 IEEE 802.11표준을기반으로

한무선채널액세스메커니즘에대한강화학습기반의

프레임워크가제안되었다. 이연구는 6G 무선통신에

서의대규모사물인터넷환경에서최적의자원할당을

위해무선환경에서수집된데이터를기반으로실제로

측정된 채널 충돌 확률을 활용한다[1].

본논문에서는이러한문제를극복하고자 802.11ax
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요 약

본 논문은 802.11ax 기반 무선 통신 환경에서 다중 스펙트럼 채널 접근을 위해 다양한 강화학습 알고리즘을 적

용하여 성능을 비교 분석한다. 본 논문에서는 강화학습 알고리즘을 통해 충돌을 방지하고 채널 자원을 최적으로

활용하는 채널 접근 기술을 제시한다. 이 기술의 적용은 통신속도의 향상과 미래 주파수 활용 기술 개발에 도움이

될 것이다.

키워드 : 강화학습, 802.11ax, 다중 스펙트럼 채널 접근, DDPG
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ABSTRACT

This paper compares and analyzes performance by applying various reinforcement learning algorithms for

multi-spectrum channel access in an 802.11ax-based wireless communication environment. In this paper, we

present a channel access technology that uses reinforcement learning to prevent collisions and optimally utilizes

channel resources. The application of this technology will help improve communication speed and develop future

frequency utilization technology.
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환경에서 다양한 강화학습 알고리즘을 적용하여 한정
된무선채널자원을다수의사용자들에게효과적으로
분배하는방법을연구하였다. 802.11은무선로컬영역

네트워크를 구현하기 위한 표준 규격으로, 무선 통신
환경에서안정적이고효율적인데이터전송을위해무
선채널을관리하는방법과데이터전송을위한물리적

인 인터페이스를 정의하고 있다[2].

실험은총 4개의시나리오로구성되었으며, 사용한
강화학습알고리즘은 DQN, Actor-Critic, PPO, DDPG

이다. 각 실험은 공유하는 다중 스펙트럼 채널, 최대
전송패킷길이, BSS들이공유하는채널, 그리고충돌
보상 (reward)를변경하며진행하였다. 이러한변화를

통해각각의알고리즘이무선채널자원을어떻게활용
하고, 효과적으로 분배하는지를 평가하였다.

Ⅱ. 본 론

2.1 802.11ax (Wi-Fi 6E)
무선기기의수요증가와함께무선서비스품질에

대한요구도상승하였고, 이에따라무선랜은현대사회
에서필수적인무선네트워크기술로자리잡았다. IEEE

에서개발한 802.11 국제표준규격이후의진화과정

중 802.11ax는차세대국제표준규격으로등장하였다.

이규격은기존의 2.4GHz와 5GHz 주파수대역을포함
하여이전 규격과의 호환성을 유지하는 동시에 6GHz

대역에서더많은채널을추가한다. 이를통해밀집된
환경에서도 안정적이고 빠른 통신을 가능하게 한다.

IEEE 802.11ax는 이전 버전의 IEEE 802.11 표준

개정판과비교하여고밀도배포상황의네트워크성능
과사용자경험에초점을맞췄다. 이를위해다중사용
자 매체접근제어(MU-MAC), 공간 재사용(SR), 대상

웨이크업시간(TWT) 등의매체접근제어계층기술을
도입되어네트워크접근효율이증가됨을확인하였다.

본연구에서는이러한 802.11ax의성능과효율성을

분석하고검증하기위해 802.11ax 환경시뮬레이터를
개발하였다.

또한, 다양한강화학습알고리즘을적용하여시뮬레

이터의 검증 과정을 진행하였다.

2.2 다중 스펙트럼 채널 환경
본연구에서는 802.11ax를기반의다중채널환경에

서 실험을 진행하였다.

실험구성을위해 3개의 BSS(Basic Service Set)를
인접하게배치하여실험을구성하였다. 이들 BSS는각
각 n개의 다중 스펙트럼 채널을 공유하고, 각 BSS는

하나의 AP와 8개의 Station으로구성되어있다. 각 BSS

는자체채널을설정하고각자의매체접근제어방식을
통해 통신을 진행한다. 그림 1의 BSS 1 같이 하나의

BSS에 강화학습을 수행하는 단일 에이전트를 연결할
수 있다.

각 AP는그림 2에표시된것처럼, 자신의 BSS 내에

속한임의의 Station에전송할패킷을개별적으로큐에
저장한다. 강화학습을수행하는에이전트는 Simulator

Interface를통해 BSS 내 AP가얻은채널환경, 데이터

큐에 대한 정보를 observation으로 받는다.

이를 바탕으로 에이전트는 현재 통신 환경에 가장
적합한매체접근제어방식을학습한다. 학습후현재

사용하기 적합한 채널, Station, 패킷길이를 결정하여
action을한다. 강화학습모델이연결되지않은나머지
2개의 BSS는 Time Division Multiplexing Access

(TDMA) 방식을 이용하여 시간의겹침없이 데이터를
전송하도록하였다. 강화학습모델은이러한 BSS들간
의 최적의 채널 공유 방식을 학습하도록 설계하였다.

본연구에서사용된시뮬레이터는그림 3에나타나
는 바와 같이 이벤트 발생에 따라 환경을 변화시키는
Discrete Event Simulation (DES) 형태로구현되었다.

전체시스템은하나의연속된시간에서동작하며, 시스
템내의모든 AP와 Station은독립적으로작동한다. 또
한, 에이전트의매 action마다설정된시간에따라시뮬

레이션 시간이 달라진다.

시뮬레이터의모든동작은이벤트기반으로관리되
며, 각이벤트처리를위한프로세스는독립적으로실행

된다. 모든이벤트에의해생성된모든데이터는로그로

그림 1. 무선 통신 환경 및 BSS 구조
Fig. 1. Wireless communication environment and BSS
structure

그림 2. 환경과 에이전트의 상호작용 과정
Fig. 2. Interaction between environment and agent
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기록되어, 이를바탕으로시뮬레이션의진행상황을시
각화하고 확인할 수 있도록 하였다.

본연구에서구현한이러한시뮬레이션환경을통해,

채널자원을최대한효율적으로활용할수있는알고리
즘을제안한다. 이알고리즘은Wi-Fi 통신의효율성과

안정성을 크게 향상시키는데 기여할 것이다.

2.3 강화학습 모델

2.3.1 강화학습

본연구는단일에이전트를활용한강화학습방식을
적용하였다. 강화학습에서 사용되는 데이터셋은 일련

의시간순서에따라발생한일련의경험들로구성된다.

에이전트는 주어진 환경과 상호작용하며 학습 단계에
서얻은현재상태(state), action, reward, 다음상태를

하나의 Sample로묶어 Replay buffer에저장한후, 평
가 단계에서 이를 활용한다.

본연구에서는단일에이전트가 AP와상호작용하면

서학습과정을이루어지게한다. 초기단계에서에이전
트는결정된 action을 AP로전달하며, 이에대한응답
으로 AP는해당 action을한다. action이완료된후 AP

가현재채널상태의일부정보인관찰 (observation)을
에이전트에게 반환한다.

observation을바탕으로 에이전트는 reward를획득

하며, reward를최대화하는방향으로학습파라미터를
업데이트 하게 된다. 이런 식으로, 에이전트는 환경과
상호작용하며 지속적으로 자신의action을 최적화하는

학습 과정을 수행한다.

(1) Action

에이전트가 주어진 상태에서 취하는 action을 나타
내며, 에이전트는 action을 선택함으로써 환경에 영향

을 미치게 된다.

강화학습에이전트가수행할수있는 action 유형을
두 가지로 구분하였다.

첫째, Sensing은모든채널에서수신된신호를확인
하여 각 채널의 사용 여부를 파악하는 action이다.

둘째, Transmit은 전체 채널 중에서 사용할 채널,

Station, 그리고패킷전송길이를결정하는 action이다.

각시간 slot t 에서의 action은 at로표현되며, 패킷
전송길이는 PL∈{1, 2,…, n} 중에서하나의값을선

택한다. PL = 1인경우 1개의패킷을, PL = 4인경우 4개
의 패킷을 연속으로 전송한다.

사용할 채널은 중에서중복

선택이 가능하도록 설정하였다.

선택한 채널에 연결될 Station은

중에서채널당하나의 Station을결정

해야하며, 본연구에서는 8개의 Station을사용하였다.

따라서본연구에서의 action은다음과같이표현된
다.

(1)

(2) Observation

각시간단계에서의환경의상태를나타대며, 상태는
에이전트가결정을내리는기반이되는정보를포함한
다. 본연구에서는상태를사용하지않고 observation을

활용하여 환경의 정보를 수집하였다. 이러한
observation은 action에따른채널정보, 데이터트래픽
처리를위한큐의정보로구성된다. observation은수행

하는 action의 종류에 따라 다르게 수집된다.

Sensing에 대한 observation은 감지된 채널 정보

를포함하며, 모든채널의신호세기를

측정하여일정임계치를초과한경우해당채널을사용
중인 것으로 간주한다.

Transmit에대한 observation은전송이성공한채널

정보 를 수집한다.

AP가 ACK를성공적으로수신하면해당패킷의전
송이성공했다고판단한다. 패킷성공은제한시간내에

성공적으로전송된패킷의수를나타내며, 패킷지연은
패킷이전송되었지만제한시간이지나지연된패킷의
수를 의미한다.

그림 3. 무선 통신 시스템
Fig. 3. Wireless communication system
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큐의정보는큐의길이 Qt와 HOL(Head of the Line)

delay Dt로구성된다. AP는유한한길이의데이터패킷
큐를가지고있으며시간 slot t에서큐에있는패킷의

수는 Qt로표시된다. 또한, Qmax는큐에저장할수있는
최대 패킷의 수를 나타내며, Qt≤Qmax가 된다. 시간
slot (t-1)에서큐에도착하는패킷수는 At로표시된다.

큐의패킷수는식 (2)와같이시간 slot에따라변화한
다.

(2)

큐가가득찬상황에서는도착한일부패킷이손실될

수있다. 시간 slot t에서손실된패킷의수는 Lt로표현
되며, 이는 다음과 같은 식으로 표현된다.

(3)

여기서 [x]+는 max(x, 0)를의미하며 이는 x의값이
0보다큰경우 x를, 그렇지않은경우 0을반환하는함
수이다.

HOL delay는큐에도착한패킷들중에서가장먼저

도착한패킷이다음처리단계로전달되기까지대기해
야하는시간이다. 예를들어, 패킷큐에패킷이들어간
시점(enqueue) 부터 해당 패킷이 큐에서 나오는

(dequeue) 시점까지의시간을 HOL delay라고정의한
다. 본연구에서는모든 Station의 HOL delay를수집하
였다. 패킷큐는네트워크에서송수신되는패킷들이대

기하는 공간을 의미한다.

따라서본연구에서의 observation은다음과같이표
현된다.

(4)

(3) Reward

에이전트가어떤상태에서어떤행동을했을때받는

reward를나타낸다. 이는에이전트가학습하는기준이
되며, 목적은 누적 보상을 최대화하는 것이다.

본연구에서는각에피소드에서의 reward를패킷의

성공, 지연, 손실, 그리고충돌의네가지지표의가중합
으로 계산하였다.

Sensing 작업은채널감지과정을포함하고있지만

데이터 전송은 이루어지지 않으므로, 해당 과정의
reward는 0으로설정하였다. 반면에, Transmit 작업에
서통신이성공적으로이루어진경우 reward는 1로설

정하였다. 패킷의지연및손실에대한 reward는 0으로
설정하였다. 충돌이발생한경우의 reward는 -n으로설
정하였다.

이때, 전송에 성공한 채널의 개수를 SC(Success

Channels), 충돌이발생한채널의개수를 CC(Collision

Channels)로 정의하였다. 이렇게 정의된 SC와 CC를

활용하여각단계에서의 reward를계산하는식은다음
과 같다.

(5)

2.3.2 학습 알고리즘

본 연구에서는 다양한 강화학습 알고리즘인 DQN,

Actor-Critic, PPO, 그리고 DDPG를 적용하였다.

(1) DQN (Deep Q Network)

DQN은기존 Q-Learning 알고리즘에심층학습기술
을결합하여강화학습알고리즘의성능을향상시킨방

법이다[3]. 기존 Q-Learning은 Q-table을 사용하여
state-action쌍의 가치를 추정하였으나, 이는 state공간
이나 action공간이클경우계산적으로비효율적이었다.

DQN은이러한한계를극복하기위해, Q-table 대신에
Q 함수를 근사한 심층 신경망을 사용하였다.

DQN은 강화학습에서 핵심 문제 중 하나인 action

선택의문제를해결하기위해제안되었다. 상태에대한
입력을 받아, 각 action에 대한 가치를 추정하는 심층
신경망을사용한다. 이신경망은 Q함수를근사하며, 학

습된신경망을통해에이전트는현재상태에서가장가
치있는 action을선택하게된다. 상태가신경망의입력
값으로주어지면상태에서가능한모든 action에대한

reward의 예측값 Q를 계산한다.

DQN은이산적인 action공간에서뛰어난성능을보
이지만, 연속적인 action공간에서는적용이어렵다. 또

한, 고차원의상태공간에서는수렴이어려울수있다.

(2) Actor-Critic

Actor-Critic은강화학습알고리즘의효율성을향상
시키기위한중요한방법론중하나로, 작은편향을가
진 REINFORCE 알고리즘과 작은 분산을 가진 DQN

알고리즘의장점을결합한다. 이는최적의정책을보다
효율적으로 찾는 방법을 제공한다.

본방법의핵심은두개의서로다른신경망을사용하

는것이다. 하나는정책 (policy)을담당하는 Actor 신경
망이고, 나머지하나는가치 (value)를평가하는 Critic
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신경망이다. 이두신경망은각각별도의역할을수행하
며, 서로상호작용하면서학습과 action을개선한다. 이
로써 안정적이고 빠른 학습이 가능하게 된다. 그러나,

두신경망을효과적으로조합하기위해서는구현이다
소 복잡할 수 있다.

(3) PPO (Proximal Policyh Optimization)

PPO는 Actor-Critic 구조를 기반으로 하고 있으며,

PPO의핵심아이디어는새로운정책업데이트시에이

전 정책과의 차이가 일정 범위 안에 있도록 제한하는
것이다. 이는정책업데이트시에큰변화를막기위해
클리핑 (Clipping) 방법을 사용한다[4].

PPO는파라미터업데이트과정을전체샘플에대해
일괄적으로수행하는것이아닌, 여러 epoch를거쳐점
진적으로진행하는방법을채택하였다. 이는샘플을한

번에처리하는과정에서발생할수있는잠재적인문제
를완화하며, 이를통해학습의안정성을높이는데중
요한역할을한다. 또한, PPO는다양한환경에서뛰어

난성능을보이며고차원의상태공간에서도안정적으
로 작동할 수 있다.

이러한 PPO의 접근 방식은 학습 과정의 효율성과

안정성을동시에증진시키는데크게기여하지만, 대량
의샘플을사용하여정책을업데이트하므로학습시간
이 오래 걸린다.

(4) DDPG (Deep Deterministic Policy Gradient)

DDPG는 연속적인 action공간 에서의 강화학습 문

제를효과적으로해결하기위해개발된알고리즘으로,

Actor-Critic 구조를기본으로활용한다. 이알고리즘은
DQN과 DPG (Deterministic Policy Gradient)의원리

를결합하여연속적인 action을수행할수있는에이전
트를 학습하는데 효과적이다[5]. 그러나, action공간이
매우 큰 경우 학습이 어려울 수 있다.

DDPG 알고리즘은 연속적인 action공간을 목표로
하고있다. 하지만, 본연구는이산적인 action공간이므
로최적의정책을도출하는데에는제한점이있다. 이러

한한계를극복하기위해본연구에서는노이즈를사용
하지 않고 두 가지 전략을 적용하였다.

첫째, Straight-Through Gradients with Automatic

Differentiation (STG) 알고리즘을적용하였다[6]. 이알
고리즘은각 action에대한점수 (logits)를 softmax 확
률분포로변환하고, 이확률분포에따라 action을샘플

링한후, 이샘플링된 action에대해그래디언트를계산
하는 과정을 포함한다. 이 과정에서 중요한 특징은
Straight-Through Estimator를사용하여 one hot 인코

딩된샘플링 action에대한그래디언트를계산할수있
다는점이다. 이렇게하면역전파과정에서그래디언트
를보존하며이산적인선택에도불구하고신경망의가

중치를업데이트하는 데필요한 그래디언트를 제공할
수있다. 이러한특성으로인해 STG 알고리즘은이산
적인 acction공간에서도 강화학습 모델을 안정적으로

학습시키는 데 도움이 된다.

Algorithm 1 : Straight-Through Gradients with Auto-
matic Differentiation

sample = ont_hot(draw(logits))
probs = softmax(logits)
sample = sample + probs – stop_grad(probs)

알고리즘 1. Straight-Through Gradients with Automatic
Algorithm 1. Straight-Through Gradients with Automatic.

둘째, Gumble-softmax 기술을적용하였다. 이기술
은 DDPG 알고리즘에서확률분포를생성하는과정에

서생기는문제를해결하는방법으로, 이산적인 action

공간에서도 DDPG 알고리즘을 적용 가능하게 한다[7].

Gumble-softmax 기술은클래스확률의범주형분포

에서샘플을추출하는간단하고효율적인방법을제공
한다. 이러한 기술은 특히 이산적인 샘플링 과정에서
발생하는미분가능성의문제를해결하기위해개발되

었다. 이를통해이산적인 action을결정하는신경망의
학습이 가능해진다. 이 기술의 도입으로 확률적인
action선택과정이신경망의역전파를통한학습에잘

통합될 수 있게 되었다. 따라서, 이러한
Gumble-softmax 기술의 도입으로 인해 이산적인
action공간에서도 DDPG 알고리즘을효과적으로적용

할 수 있게 되었다.

그림 4. DDPG 학습 과정
Fig. 4. DDPG learning process
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Ⅲ. 실 험

3.1 학습 매개변수
본연구에서는실험을진행하기에앞서다양한하이

퍼파라미터를설정하였으며, 그값들은표 1에정리하

였다.

또한, 실험에는 4가지시나리오환경이사용되었다.

공유하는 다중 스펙트럼 채널, 최대 전송 패킷 길이,

BSS들이공유하는채널, 그리고충돌 reward를변경하
며진행하였으며, 이러한환경들과그에해당하는값들
은표 2에정리하였다. 이렇게다양한시나리오를통해

각알고리즘들이서로다른환경에서어떻게동작하는
지를 평가하였다.

예로들어, 실험 1에서는 강화학습을 수행하는단일

에이전트가채널 0,1,2,3을공유하고있으며, 최대패킷
전송길이 PL = 2로 Transmit을할수있다. 또한, 강화
학습모델이연결되지않은 BSS 2는 0,1번채널을공유

하고, BSS 3은 2,3번채널을공유하고있다. 이때충돌
이 발생하면 -2의 reward를 얻게 된다.

학습 과정은지속적으로모니터링되었으며, 강화학

습에이전트의학습이완료될때마다성능평가를위한
평과 과정을 수행하였다. 성능 평가는 다양한 지표를

고려하여 진행되었다. 이에는 전체 채널 대비 성공률,

reward, 패킷의 평균 지연, 패킷의 평균 손실, 그리고
평균 충돌 이 포함되었다. 이러한 지표들은 강화학습

에이전트의성능을종합적으로평가하고, 그효과를측
정하는데있어중요한역할을하였다. 이를통해실험
결과의신뢰성과유효성을확인하고, 제안된강화학습

알고리즘의 성능을 적절하게 평가하였다.

3.2 학습 및 실험 결과
본연구에서는다양한강화학습알고리즘의성능을

비교분석하기위해 4가지시나리오환경에서여러알

고리즘을동일한학습매개변수를사용하여실험을수
행하였다. 실험은총 200회의에피소드가종료된시점
의성능지표를기준으로각알고리즘의성능을평가하

였다.

그림 5과그림 6은전체채널대비성공률과패킷의
평균 지연을 시각화한 것으로, 각 알고리즘의 성능을

직관적으로이해할수있다. 충돌 reward 변화에의한
성공률의변화는미비하지만, 공유하는다중스펙트럼
채널수를증가시키면성공률이증가하였다. 이결과는

공유스펙트럼자원을더욱효율적으로활용하면서성
능 향상을 이끌어낼 수 있음을 시사한다.

그림 7은 reward를시각화한것으로, 충돌 reward가

-2에서 -1로변했을때 reward의변화가소폭상승하였
다. 이는충돌 reward가더작은값으로변하면에이전
트가충돌을피하는방향으로보다더효과적으로학습

함을 의미한다.Parameter Value

Number of Station 8

Learning rate 0.0000001

Discount factor 0.99

Episode 200

PPO clip rate 0.2

PPO epoch 10

표 1. 학습 매개변수
Table 1. Training parameter

Experiment 실험1 실험2 실험3 실험4

Frequency
channel

0, 1,
2, 3

0, 1,
2, 3

0, 1, 2,
3, 4, 5

0, 1, 2,
3, 4, 5

Max number
packet

2 2 4 4

BSS2 frequency
channel

0, 1 0, 1 0, 1, 2 0, 1, 2

BSS3 frequency
channel

2, 3 2, 3 3, 4, 5 3, 4, 5

Collision Reward -2 -1 -2 -1

표 2. 실험 시나리오
Table 2. Experiment scenario (a) Experiment 1 (b) Experiment 2

(c) Experiment 3 (d) Experiment 4

그림 5. 전체 채널 대비 전송 성공 비교
Fig. 5. Comparison of transfer success versus total
channel
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또한, 학습에는데이터트래픽처리를위한큐의정
보가 중요하게 작용하였다. 큐의 길이 Qt가 길거나

HOL delay Dt가 긴 큐를 선택하여 Transmit한 경우
전체 채널 대비 성공률과 reward가 증가하였다.

이러한결과들은충돌 reward의조절과데이터트래

픽처리에따른큐의영향이강화학습알고리즘의성능
에 영향을 미침을 의미한다. 따라서 이러한 요소들을
고려하여 알고리즘의 성능을 최적화하는 것이 중요하

며, 이로인해에이전트가환경과더잘상호작용하여
보다 안정적인 학습 결과를 얻을 수 있다.

그림 8와그림 9는패킷의평균손실과평균충돌을
그래프로 나타내었다.

먼저, 그림 8를살펴보면패킷의평균손실이감소할

수록 에이전트가 전송하는 패킷의 손실이줄어들어서
통신의효율성이증가하는것으로확인하였다. 이는패
킷손실이감소하면데이터전송이더원활하게이루어

져네트워크성능이향상될 수있다는것을의미한다.

또한, 그림 9에서는평균충돌이감소하면에이전트
간의 충돌이 줄어들어서 네트워크의 효율성과 안정성

이향상되는것으로해석할수있다. 충돌이감소하면

(a) Experiment 1 (b) Experiment 2

(c) Experiment 3 (d) Experiment 4

그림 6. 패킷의 평균 지연 비교
Fig. 6. Average Delay Comparison of Packets

(a) Experiment 1 (b) Experiment 2

(c) Experiment 3 (d) Experiment 4

그림 7. Reward 비교
Fig. 7. Reward Comparison

(a) Experiment 1 (b) Experiment 2

(c) Experiment 3 (d) Experiment 4

그림 8. 패킷의 평균 손실 비교
Fig. 8. Average Drop Comparison of Packets

(a) Experiment 1 (b) Experiment 2

(c) Experiment 3 (d) Experiment 4

그림 9. 패킷의 평균 충돌 비교
Fig. 9. Average Collision Comparison of Packets
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전송시충돌로인한데이터손실이줄어들어, 더많은
패킷이 성공적으로 전송된다.

그림 5, 그림 8, 그리고그림 9의모든실험의결과를

분석한결과 DDPG 알고리즘은패킷의평균손실과평
균충돌이미미하게변할경우에전체채널대비전송
성공률의변화가미미했다. 그러나, 실험2의경우 PPO,

Actor-Critic, DQN 알고리즘은패킷의평균손실과평
균 충돌이 감소할 때 전체 채널 대비 전송 성공률이
상당히 증가하는 것을 확인하였다. 이는 PPO,

Actor-Critic, DQN 알고리즘의에이전트가자원을더
효율적으로 활용하고 충돌을 피하며 데이터를 전송한
다는 의미이다.

이러한 결과를 종합적으로 고려할 때, 패킷의 평균
손실과평균충돌이감소하는경향을보이는경우에는
전체채널대비전송성공이증가함을확인하였다. 이는

제안된 강화학습 알고리즘이 네트워크 통신의 성능을
개선하는데 효과적으로 기여하였음을 시사한다.

실험결과, PPO 알고리즘은다른알고리즘들에비해

높은 성공률과 높은 보상을 얻는 것으로 나타났다.

PPO, Actor-Critic, DQN 알고리즘은시간이지남에따
라 성공률과 평균 보상이 증가하는 경향을 보였는데,

이는에이전트가학습과정을거치며성능을향상시키
고 있음을 시사한다.

그러나, DDPG 알고리즘은 Episode의진행과무관

하게에이전트의학습이진전되지않는것으로확인되
었다. 이는 DDPG 알고리즘이 이산적인 action공간에
서는 최적의 성능을 발휘하지 못함을 보여준다. 이로

인해 DDPG 알고리즘이본연구에서적용된이산적인
환경에 적합하지 않다는 점을 확인하였다.

실험 결과를 통해 환경의 성격은 강화학습의 핵심

요소로작용함을확인하였다. 이러한환경의성격은에
이전트가어떤행동을선택하고보상을받게될지에큰
영향을미친다. 따라서, 강화학습에서는환경의성격을

고려하여 적절한 알고리즘을 선택하고학습 파라미터
를 조정하는 것이 중요하다.

이러한결과들은다양한강화학습알고리즘을비교

하여어떤상황에서어떤알고리즘이더적합하고효과
적인지를 파악하는데 도움을 줄 것으로 기대된다.

Ⅳ. 결 론

본 연구에서는 802.11ax 기반 무선 통신 환경에서
강화학습알고리즘을적용하여채널접근방식에대한

깊이 있는 연구를 수행하였다. 실험 결과를 통해, 총
에피소드 수가증가할수록 강화학습 에이전트는 충돌

없이채널에접근하는능력을향상시켰으며, 이를통해
채널상태를학습하고자원을효율적으로활용하였다.

더불어, 에이전트는전송과정에서의충돌을사전에예

측하고 이를 회피하는 능력 또한 개선하였다. 그러나,

DDPG 알고리즘을적용한경우, 환경변화에따른학습
결과의변동성을확인하였으며, 이에따라실험결과가

초기 예상과는 다르게 나타나는 경우가 있었다.

본연구의결과는 802.11ax 기반무선통신환경에
서통신속도를개선하고, 미래의주파수활용기술개

발에중요한기반을마련하는데기여할것으로기대된
다. 강화학습모델을더욱발전시키는것은무선통신
기술의안정화와 연구에서는 다중 에이전트 환경에서

의성능향상에대해추가적인연구를진행할계획이다.
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